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上 島 淳 史＊

単語埋め込みを用いた
分配判断の予測

――分析結果の解釈に
正則化パラメータが与える影響の検討――

Predicting Allocation Judgments Using Word Embeddings:

An Investigation of the Impact of a Regularization Parameter on the

Interpretation of Analysis

Atsushi Ueshima

Understanding people’s preferences toward the fair distribution of limited

resources, such as vaccines for preventing infectious diseases during a pandemic,

is of fundamental importance. While there are extant distributive principles

that can be used to explain people’s distributive preferences, predicting actual

human distributive judgments is often challenging because people’s judgments

are influenced by the rich semantic information of judgment targets, which often

cannot be captured by the existing distributive principles. The current paper focuses

on the prediction and understanding of vaccine allocation judgments during a

pandemic, investigating people’s decisions on prioritizing certain occupations for

vaccine distribution. To quantify rich semantic meanings associated with more

than 130 occupations, we used word embeddings obtained from large-scale text

data. The results showed that using word embeddings as regression predictors

enabled reasonable predictions over people’s vaccination priority judgments for

various occupations. It was also indicated that the interpretation method introduced

＊ 東北大学大学院文学研究科・日本学術振興会
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単語埋め込みを用いた分配判断の予測

by previous studies, which allows for exploring semantic dimensions involved in

people’s judgments, did not substantially depend on the choice of regularization

parameters of the regression analysis. Taken together, the current paper sheds light

on the effectiveness of prediction-oriented judgment research while taking a look at

its interpretability.

導入
限られた資源をどのように社会の成員に分配するかは社会運営の根本に

関わる（Rawls, 1971）．例えば，パンデミックの際にどのように感染症予

防ワクチンを社会の成員に分配するかの判断は，社会の未来を決定づける

要素となる．資源分配に関する規範的研究（「べき」論）は哲学をはじめ

とする人文学の領域でなされてきた一方で，人々が実際にどのような分配

を好むかについては，心理学や行動経済学などの行動科学の領域で研究さ

れてきた（Konow, 2003）．この行動科学による実際の分配に関する「であ

る」論は，実社会で実践可能な分配（「できる」論）に重要な示唆を与える

（参考：Greene, 2013）．本稿では，このような行動科学的な「である」論の

視点から希少資源の分配に対する人々の判断の予測を行うと同時にその規

定因を分析する．特に，感染症予防ワクチンの分配においてどの職業を優

先するかについての人々の判断に関して，既存の分析方法の追加的検討を

行う．

ワクチンの分配に関する人々の判断を説明するにあたっては，分配原理

に関する規範的議論と経験的知見の双方を参考にすることができる．例

えば，社会全体における感染症の被害を最小限にすることを考え，医療関

係者へのワクチン分配を優先する人がいたとする．これは規範的正義論

におけるある種の功利主義（Harsanyi, 1975）に基づく判断であると考えら

れる．功利主義は規範的正義論の代表的分配原理であるだけでなく，経験

的にも，人々が分配される資源の総量の最大化を志向するという意味で

の功利主義的な好みを示すことが行動実験で観察されている（Charness &
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Rabin, 2002; Engelmann & Strobel, 2004; Fisman et al., 2015）．それゆえ，人々

の分配判断を功利主義的観点から説明しようとすることは規範理論的にも

経験的にも妥当であると思われる．一方で，医療関係者が感染症に罹患し

た人と接触する機会が多く，高い感染リスクに晒されるという理由で，医

療関係者へのワクチン分配を優先する判断は，社会全体の厚生を考えてい

るというよりも，医療関係者にとっての必要性に根ざしており，功利主義

とは別の原理で説明することがより適切と考えられる．

このように，看護師や医師などの医療を職業とする人々がワクチン分配

を優先されるべきとする判断は，功利主義原理や他の過去に提案されてい

る正義原理から説明できるかもしれない．しかしながら，他の職業の人々

に対するワクチン分配がこれらの原理から十分に説明可能とは限らない．

例えば，屋内よりも屋外に滞在する時間が長い職業に関しては，密な空間

での滞在時間が短いという観点からワクチン分配の優先度が低く判断され

るかもしれない．このような分配判断は，仮に功利主義原理の他に，格差

原理（Rawls, 1971）や平衡原理（Adams, 1965）などの他の確立した分配原

理を考慮したとしても，説明することが困難である．従来の分配原理のみ

では，職業のような日常的概念が持つ多様な側面を評価して人々の分配判

断を説明することは困難である．

確かに，職業に関しては分配的正義の観点以外からも様々な観点から

の評価あるいは定量化が行われている．例えば，職業威信スコアは職業の

社会的な地位を定量化する手法である．あるいは，厚生労働省が管理する

「職業情報提供サイト（日本版 O-NET）」（https://shigoto.mhlw.go.jp）では，

社会的地位，自律性，専門性，社会貢献度をはじめとする，職業に対する

様々な印象や意味づけの定量化済みデータが数百種類の職業に関して提供

されている．しかしながら，このような定量化の方法では，人間が明示的

に概念化することができない側面の定量化が困難である．これらの質問項

目は，職業に関する豊かな知識表現や情報を人間が低次元に圧縮して作成
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した項目であるため，本来職業が含意する豊かな意味を定量化できていな

い可能性がある．

本稿では，このような課題を補う手法として，実社会に存在する大規模

テクストデータを活用し，人々が職業に持っている印象を汲み取るアプ

ローチに注目する．研究者が職業のある側面について人々の印象を計測す

るための質問項目を作成する先述のアプローチでは，特定側面について計

測するために質問項目が作成される．一方で，実社会（主にインターネッ

ト上）の大規模テクストデータは，職業の印象について定量化するために

集められたデータではないものの，そのような大規模データを職業の印象

の定量化に用いて，分配判断の説明に利用することは可能である．本稿で

はこのように必ずしも本稿の目的とは関係のない文脈で計測された大規模

データを活用することで，職業に対して付与される豊かな意味づけや印象

を定量化し，人々のワクチン分配判断を説明することを試みる（このよう

に研究目的とは異なる文脈で集められたデータを用いるアプローチはレ

ディメイドと呼ばれることがある．参考：Salganik, 2017）．

テクストデータによる意味の定量化の理論的背景には，テクストに出現

する語の意味はその語が他のどのような語を伴ってテクスト上で出現す

るかで明らかになるとする，分布仮説（distributional hypothesis）が存在す

る（Firth, 1957; Harris, 1954）．例えば，「犬」と「猫」は同様の文脈でテク

スト中に出現しやすいためにそれらに同様の数値表現を割り当て，一方で

「犬」と「経済」は同様の文脈で相対的にはより出現しにくいため，それら

に異なる表現を割り当てることで，各単語の意味的関係性を表現すること

ができる．なお，同様の数値表現を持つ 2つの単語が文章中で交換可能で

あることは意味しない．例えば，「戦争」と「平和」という単語は同様の文

脈でテクスト中に出現しやすいため，類似した数値表現が割り当てられる

可能性があるが，これらを文章中で交換すると文意が変わることが多いだ

ろう．
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テクストにおける単語の出現パターンに応じて意味を数値化する手法に

は認知科学や心理学をはじめとして様々な方法が存在する（Günther et al.,

2019; Lake & Murphy, 2021）ことに加え，近年は単語にとどまらない文章の

定量化技術（Devlin et al., 2019; Reimers & Gurevych, 2019）も発展しているが，

本稿では機械学習分野で提案され既に古典的手法となった word2vec を単

語の意味を表現するベクトルを得る手法として取り上げる（Mikolov, Chen,

et al., 2013; Mikolov, Sutskever, et al., 2013）．Google Code Archiveで公開され

ている word2vecリソース（https://code.google.com/archive/p/word2vec/）は，

Google ニュースデータの一部を用いて訓練されている．同リソースから

300万の語とフレーズについてそれぞれ 300次元ベクトルを得ることがで

きる．このように，テクスト上で元々は離散的な存在であった単語を連続

的な数値（ベクトル）で表現する手法を単語埋め込み（word embeddings）

と呼ぶ．300次元は人間が直感的に理解しやすい 1 次元，2次元，3次元

と比較すると高次元であるが，数多くの単語のそれぞれをたった 300の数

値で表現しているという点で，単語埋め込みは各単語の低次元表現ともい

える．図 1aは単語 “dog”の意味を表現するベクトルの一部である．なお，

本稿の以下では単語埋め込みと単語ベクトルを交換可能な用語として用

いる．

“dog” と同様の文脈でテクストに出現する語は，同様のベクトル表現

となる．Google の word2vec リソースに含まれる単語のうち，“dog” のベ

クトル表現とコサイン類似度が高い上位 10 単語は “dogs” (0.87)，“puppy”

(0.81)，“pit_bull” (0.78)，“pooch” (0.76)，“cat” (0.76)，“golden_retriever” (0.75)，

“German_shepherd” (0.75)，“Rottweiler” (0.74)，“beagle” (0.74)，“pup” (0.74)で

ある（“dog”自体は上位 10単語から除外した）．かっこ内の数値は意味空

間上の単語の類似度の指標として用いられるコサイン類似度である（Jones

& Mewhort, 2007; Landauer & Dumais, 1997）．word2vecは日本語などの英語

以外の言語にも適用可能である．図 1bは日本語で訓練された word2vecモ

( 37 )
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図 1 a. Google の word2vec から取得した “dog” の単語ベクトル（単語埋め込み
表現）．300 次元のうち 1 次元目から 150次元目までを表示している．この
単語ベクトルを生成した word2vec リソースは Apache 2.0 ライセンスで配布
されている．b. 日本語 word2vec リソースの一つである chiVe から取得した
132種類の職業の単語ベクトルの可視化．300 次元のベクトルで表現されて
いる各単語を tSNE（Maaten & Hinton, 2008) で 2 次元に圧縮して可視化した．
同様の単語ベクトル表現となっている単語は近くにプロットされている．

デル（真鍋ら，2019）から先行研究（Ueshima & Takikawa, 2022）でワクチ

ン分配の判断対象として使用された 132種の職業のベクトルを取得し次元

縮約を行い可視化している．

Mikolov らの提案した word2vec における単語ベクトルの学習には

Continuous bag-of-words（CBOW）または skip-gram と呼ばれるモデルが

用いられる．CBOW は，文章が「単語 1 →単語 2 →単語 3 →単語 4 →単

語 5」と構成されている場合に，単語 1，単語 2，単語 4，単語 5 の内容

から，単語 3 を予測できるようにニューラルネットワークを訓練する．

その際，単語 1 が単語 2 より先に出現している時系列情報は考慮しない

（bag-of-words）．なお，考慮する前後の単語数はパラメータとして調節可

能であるので，単語 1 と単語 5 は含めず，単語 2 と単語 4 だけから単語

3を予測するモデルも構築可能ではある．逆に，より多くの周辺語から単

( 38 )
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語 3を予測するモデルを構築することもできる．一方の skip-gramは，単

語 3の内容から，単語 1，単語 2，単語 4，単語 5の内容を予測できるよう

にニューラルネットワークを訓練する．CBOWや skip-gramを用いて，大

量のテクストデータにおいて単語の予測を行えるようにニューラルネット

ワークを訓練することで，結果として各単語の意味に対応する数値ベクト

ル表現（図 1a）が得られる．CBOWあるいは skip-gramで文章に出現する

各単語の意味表現が獲得される原理については，（Levy & Goldberg, 2014）

などで検討されている．

大規模テクストから定量化された単語の意味は，人々の単語（概念）に

対する意味づけを反映することが報告されている．例えば，単語ベクト

ルは人々が持つジェンダーバイアスを反映するとされる（Caliskan et al.,

2017; Garg et al., 2018）．Caliskanら (2017)は，男性に多い名前のベクトル

表現と比べて，女性に多い名前のベクトル表現は，仕事に関する単語のベ

クトル表現よりも家庭に関する単語のベクトル表現とより高い類似度を示

すことを報告している．同様に，テクストから得られた単語ベクトルは合

接の誤謬（conjunction fallacy: Tversky & Kahneman, 1983）などの人間の持

つ判断バイアスを反映する傾向が示されている．合接の誤謬を計測する課

題の一つでは，実験参加者がリンダという人物についての記述を読んだう

えで，リンダが「銀行員である」場合と「銀行員でかつフェミニスト運動

に積極的である」場合のどちらの可能性がより高いかを回答する．リンダ

についての記述には，リンダが差別や社会正義の問題を気にかけている人

物であるという内容が含まれている．論理的には「銀行員でかつフェミニ

スト運動に積極的である」確率は「銀行員である」確率を超えないはずで

あるが，多くの実験参加者がリンダが「銀行員でかつフェミニスト運動に

積極的である」可能性をより高く見積ったという誤謬が報告されている．

この合接の誤謬が生じる背景には，ある問題を解決する際に，その問題と

最も強く連合する選択肢が人々に回答されやすいというメカニズムが以前

( 39 )
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から指摘されてきた．しかしながら，このような仮説を定量的に示す方法

がなかった．そこで Bhatia (2017)はテクストデータから得られる単語ベク

トルを用いてこの説を示すことを試みた．同論文は，人々が「リンダに関

する記述」と「銀行員でかつフェミニスト運動に積極的である」ことの類

似度を高く判定することでこの誤謬が生じるという仮説を，「リンダに関

する記述」のベクトル表現と「銀行員でかつフェミニスト運動に積極的で

ある」ことのベクトル表現の類似度が，「リンダに関する記述」のベクト

ル表現と「銀行員である」ことのベクトル表現よりも高いという事実から

支持した．単語埋め込みは単語間の意味的関係をテクスト中の単語の出現

パターンという統計的規則性に基づいて定量化している．一方で，人々が

日常的に行う判断も統計的規則性に基づいている．それゆえに，人々の判

断と単語ベクトルの性質には共通点が存在し，人々の判断を意味に基づい

てモデル化するにあたって単語ベクトルを用いることは有効なアプローチ

となる．

単語の意味的類似度をもとに言語的・意味的課題における人々のふるま

いを説明する上記のアプローチの成功を受け，近年の研究はより多様な

領域での人々の判断の予測や説明に単語ベクトルの利用を拡張している

（Grand et al., 2022; Richie et al., 2019）．Richieら (2019)は，単語ベクトルを

回帰分析の説明変数として利用することで，ジェンダー，職業，リスク，

食糧，性格など様々な領域における人々の判断を予測する手法を提案して

いる（マッピングアプローチ）．図 2 はマッピングアプローチを様々な職

業がどの程度感染症予防ワクチンを優先的に分配されるべきかを判断する

課題に適用する模式図を示している．

図 2の例では説明変数は職業，従属変数はワクチン分配優先度（：全く

優先されるべきではない，4：最も優先されるべきである）である．説明

変数である各職業は，それぞれ word2vec から取得された単語ベクトルで

表現される．単語ベクトルが 300次元であれば，それに対応する 30 個の
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図 2 ワクチンの分配判断に対してマッピングアプローチを用いた例．回帰分析
によって「医師」の単語ベクトルが判断（全く優先されるべきではない最も
優先されるべき）にマッピングされる．回帰分析に投入される単語ベクトル
（説明変数）は職業によって変化する．例えば，職業が「医師」ではなく「看
護師」の場合は，「看護師」の単語ベクトルが判断に変換される．

回帰係数（切片を含めると 301個）が人々の判断を予測できるように各意

味次元への重みづけ（係数の大きさ）を決定する．このようにマッピング

アプローチは単語ベクトルを説明変数とした回帰分析であり，300次元の

意味空間に存在している個々の説明変数（この例では職業単語）をワクチ

ン分配優先度（スカラー値）にマッピングする．このアプローチは説明変

数が単語ベクトルで表現できさえすれば様々な判断領域に用いることがで

きる．

マッピングアプローチは，大規模なテクストデータから得られた様々

な日常的概念の意味を活用できるため人々の判断を予測するうえで有用

である．このアプローチのさらなる利点として，人々の判断が判断対象

（例えば職業）に対するどのような意味づけをもとに行われているかの解

釈を試みることが可能な点が挙げられる（Richie et al., 2019; Zou & Bhatia,

2021）．マッピングアプローチを用いる際に単語ベクトルが 300 次元であ

( 41 )
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れば，人々の判断を予測できるように 300の回帰係数が推定される．その

際，300次元の係数自体も意味空間上のベクトルとして解釈することがで

きる．ここで，300次元の係数ベクトルを w，判断対象（上記の例では職

業）iの単語ベクトルを xi としたとき，回帰分析が出力する判断の予測値

は w · xi と比例する．xi を大きさ 1 に正規化している場合，w · xi の大き

さは，wと xi の意味空間上のコサイン類似度である w · xi
∥w∥∥xi∥

と線形の関係

にある（∥xi∥ は常に 1）．それゆえ，マッピングアプローチでは意味空間

上で w と類似度が高い判断対象 xi に対する出力ほど高い値（例えば，高

いワクチン優先度）を取る．職業へのワクチン分配の例で，医療関係者へ

のワクチン分配優先度の予測を高く出力する回帰モデルでは，推定された

wと「医師」や「看護師」などの医療関係の職業単語のベクトルの意味空

間上での類似度が高くなる．重要なことに，職業以外の一般の単語のベク

トルと wの類似度を計算することも可能である．そのようにすると，「医

師」や「看護師」と意味空間上で類似度が高い「病院」や「福祉」，「介護」

などの単語も，係数 wとの類似度が高くなると考えられる．このように，

説明変数として用いていない単語（この例の場合は非職業単語）を探索す

ることで，人々の判断が判断対象（例えば職業）に対するどのような意味

づけをもとに行われているかの解釈を試みることができる．

このように，先行研究ではデータから学習された回帰係数と意味空間上

で類似度の高い単語を探索することで，判断の予測のみならず判断の心理

次元の解釈が行われている．ただし，判断次元の解釈に際しては，マッピ

ングアプローチが数百次元の単語ベクトルを説明変数としており，回帰モ

デルがデータに過剰適合することを防ぐために正則化を行う必要がある点

に注意する必要がある．正則化の方法によって 300次元の係数が異なる値

を取るため，それに伴って係数と意味空間上で類似度が高い単語も多少

は変化する可能性がある．本研究では，回帰分析を用いたマッピングアプ

ローチにおける判断次元の解釈が正則化パラメータを変化させた際にどの
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程度安定して行えるのかを検討する．

方法
参加者

様々な職業へのワクチン分配をマッピングアプローチで分析した

Ueshima & Takikawa（2022）の公開データの再分析を行う．同論文は 2021年

5月に 243名の参加者をクラウドソーシングサイト上でリクルートしたオ

ンライン実験であり（性 136名，男性 105名，回答なし 2名｣ｺ平均年齢：

40.88歳），東北大学文学研究科調査・実験倫理委員会による承認を受けて

実施された研究に基づいている．

従属変数

各参加者は 132種類の職業からランダムに選ばれた 5つの職業につい

て，「もし特定の職業から優先して新型コロナウイルス感染症のワクチン

が接種される場合，各職業は社会の他の様々な職業と比べてどの程度接種

を優先されるべきだと思いますか．」という質問に回答した．各職業に対

する優先度評定は，「全く優先されるべきではないと思う」（）から「最も

優先されるべきだと思う」（4）の 5段階で行われた．

説明変数

132種類の職業は，総務省の日本標準職業分類を参考に選択された．各

職業の単語ベクトル表現（300次元）は，事前訓練済みの日本語 word2vec

リソース（真鍋ら，2019）から取得された．

回帰分析

マッピングアプローチを用いた先行研究（Richie et al., 2019）に基づき，

リッジ回帰（L2 正則化）により参加者の 5段階の評定を予測した．モデ

( 43 )
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ルは以下になる．
ŷi=w0+wxi

ŷi は職業 iに対する人々のワクチン分配判断（：全く優先されるべきでは

ないと思う～4：最も優先されるべきだと思う）の予測平均値を示す．xi

は職業 iの 300次元のベクトルを表す（∥xi∥= 1）．xi j はスカラー値で職業

iの単語ベクトルの j 次元目の値を示す．wは回帰係数であり 300次元ベ

クトルを表す．wxi はこれら二つのドット積として計算され，スカラー値

となる．w0 は切片を表す．リッジ回帰における損失は以下のように定義

される．
平均二乗誤差 +λ ∑

j
w2

j

平均二乗誤差に加えて，回帰係数 wの二乗和に λ（正則化項）を掛けた値

が損失に含まれる．λ は以上の値を取る．λ がより大きい場合に，損失を

抑えるために回帰係数が小さな値となるように推定されるため，正則化項

がない場合に比べると訓練データへの過剰適合が抑制される．なお，平均

二乗誤差は以下のように計算される．

∑
i
(yi−w0−∑

j
xi jw j)

2

本研究では λ の大きさを変えることが，判断次元の解釈にどの程度の影響

を与えるのかを探索する．

ソフトウェア

回帰分析には python パッケージの scikit-learn v.1.3.0（Pedregosa et al.,

2011）を用いた．作図には Python パッケージの matplotlib v.3.7.2（Hunter,

2007）を用いた．
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結果
以下で示す分析の一部は先行研究（Ueshima & Takikawa, 2022）の再現を

含む．

基礎的な結果

参加者の平均的な判断値は 2.03（標準偏差 =1.06）であった（：全く優

先されるべきではないと思う～4：最も優先されるべきだと思う）．図 3a

は 1215回答（243人*5回答）の分布を示している．

最もワクチン分配を優先されるべきであると判断された 1職業は，「医

師」（3.80），「看護師」（3.70），「介護士」（3.67），「消防士」（3.43），「ケアマ

ネージャー」（3.42），「保育士」（3.25），「宅配業」（3.23），「助産師」（3.22），

「薬剤師」（3.17），「清掃業」（3.14）であった（数値は各職業に対する平均

判断値を示す）．一方で，最もワクチン分配を優先されるべきでないと判

断された 10職業は，「画家」（0.67），「地主」（0.75），「イラストレーター」

（0.83），「文芸家」（0.86），「アイドル」（1.00），「ユーチューバー」（1.00），

「占い師」（1.00），「ブロガー」（1.13），「タイピスト」（1.18），「靴屋」（1.20）

であった．

回帰分析（マッピングアプローチ）

次に，各職業に対する平均的な判断値を回帰分析で予測するために，

リッジ回帰において単語ベクトルを説明変数として用いた．予測は 1職業

抜きの交差検証で行った．これは，例えば「医師」に対する人々の平均判

断値を予測する際には，「医師」以外の 131職業でモデルを訓練し，「医師」

に関する判断値は訓練に利用しないことを意味する．「タイピスト」に対

する判断値を予測する際には，「タイピスト」以外の 131職業でもう一度

モデルを訓練し直す．このようにして，各職業についてその職業に対する

判断値のデータは使わずに予測値を出力した．図 3b は参加者の各職業に
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図 3 a. 全回答の分布．b. 各職業に対する観測された平均評定値（x 軸）と 1 職業
抜き交差検証の予測値（y軸）の散布図．点線は y=xを示す．「看護師」のよ
うに，データポイントが点線上に近い職業ほど，観測された値（3.7）に対し
て予測（3.64）が正確に行えている．「占い師」のように，点線から遠いデー
タポイントほど，観測値をモデルが正確に予測できていないことを示す．な
お，観測された平均評定が 1.0 以下の職業と 3.0 以上の職業について職業名
を表示している．また，ここでは正則化パラメータ λ は 0.1に設定している．
c. λ が予測精度に与える影響．λ を 0.001,0.01,0.1,1,10,100 に設定した各場合
において，観測値と予測値の平均二乗誤差を算出した．図は λ が 0.1（10−1）
の場合に誤差は最も低かったことを示している．d. λ を 100 に設定した場合
の平均評定値と予測値の散布図（職業名をラベリングしていないこと以外の
描画方法は図 3b と同じ）．λ が過剰に大きいことで，回帰係数が小さくなる
方向に過度な罰則が課されているため，ほぼ切片のみで予測値が決まってい
ることがわかる．

対する平均評定と，リッジ回帰において λ =0.1 とした場合のモデルの予

測する平均評定の散布図を示している．実測値と予測値のピアソン相関係
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数は 0.76であった．図 3cは λ を 0.001,0.01,0.1,1,10,100に設定した各場合

における，観測値と予測値の平均二乗誤差を示す．λ が 0.1のとき誤差は

最も低いが，λ が 1の場合でも誤差には定性的には大きな変化がみられな

かった．ただし，λ を 100に設定した場合は，予測誤差に大きな変化がみ

られることを確認した（図 3d）．

判断メカニズムの解釈

次に，人々の判断が判断対象（職業）に対するどのような意味づけをも

とに行われているかを解釈するために，推定された回帰係数 w（300次元

ベクトル）と，意味空間上で類似度の高い一般的な単語を探索した（Richie

et al., 2019）．xi は全て大きさ 1に正規化しているため，wxi のドット積を

計算し，その結果が高い単語を探索することで wと類似度の高い単語を探

索することができる．なお，この分析では 1職業抜き交差検証で得られる

wではなく，全データを用いて推定した wを用いた（λ は 0.1とした）．

132 の職業単語に限らない一般単語を『現代本語書き葉均衡コーパス』

（国国語研究所）から抽出した．助詞，助動詞，副詞，接続詞，間投詞，代

名詞，連体詞，接頭辞を除いた頻出 5,000語を選択し，重複する単語を除

き，本稿で使用している word2vecリソース（chiVe）で単語ベクトルが提

供されている単語に絞ると，4,196単語が残った．この 4,196単語のそれ

ぞれと w のドット積を計算することで，意味空間上で w との類似度が高

い一般単語を探索した（図 4）．医療関係や行政，交通機関，保育に関わる

単語が出現していることから，参加者が特定の職業へのワクチン優先度を

高く判断したこととこれらの概念が関連することが示唆される．

λ の影響

上記の判断メカニズムの解釈に対して回帰分析のハイパーパラメータが

どの程度影響しうるのかを検討した．上記の分析では λ を．1に設定して
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図 4 意味空間上で w との類似度が高かった上位 50単語．

図 5 λ の値が 4,196単語の順位に与える影響．手順として，まず λ が 10−1（0.1）
の場合に得られた w と 4,196単語の意味空間上での類似度で順位をつけた．
図 4 で示した通り，病院は 1位，職員は 2位などとなった．次に，λ が他の
値の場合に得られた w と 4,196単語の意味空間上での類似度で順位をつけ
た．その上で，λ が 0.1 の場合とその他のそれぞれの場合で順位がどの程度
変動するかを順位相関で評価した．

回帰係数 w を推定し，w と 4,196 単語の意味空間上の類似度を算出した．

ここでは新たに，λ を 0.001,0.01,10,100 に設定した各場合で w を推定し，

同じく 4,196単語と wの類似度を算出した際に，4,196単語と wの類似度

の順位が λ を 0.1に設定した場合と比較してどの程度変化するかを順位相

関係数で検討した（図 5）．

分析の結果，λ が 102（100）の場合の順位と，λ が 10−1（0.1）の場合

の順位の順位相関係数は，0.6以上の値となることが明らかとなった．λ
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が 102 の場合に wと最も距離が近い 2単語は「職員」，「看護婦」，「医療機

関」，「介護」，「病院」，「医療」，「患者」，「運転手」，「乗客」，「処置」，「業

務」，「職場」，「利用者」，「タクシー」，「医者」，「事業所」，「厚生労働省」，

「事務」，「血圧」，「高齢者」であった．これらの単語は図 4で 1位から 2位

に示されている単語と異なるものの，医療や交通機関などの同様のトピッ

クを捉えていると解釈できる．これらの結果は，λ が過剰に大きく予測が

成立していない場合（図 3d 参照）でも，結果の解釈に与える影響が非常

に大きいとは言えない可能性を示唆している．

考察
本稿では，職業を判断対象としたワクチン分配判断について，単語ベク

トルを用いた回帰分析でアプローチする方法を取り上げ，単語ベクトルが

人々の職業に対する意味づけを定量化する有効な手段である可能性を検討

した．特に，先行研究では十分に扱われていなかった，正則化パラメータ

（λ）が結果の解釈に与える影響を新たに検討した．分析の結果，正則化パ

ラメータが妥当な値に設定された場合と比較して，正則化パラメータの値

が不必要に大きい場合においても，一般単語と wの意味空間上での類似度

の順位はある程度保全されることが明らかになった．この結果は，本稿や

先行研究で用いられた種類の回帰分析においては，正則化パラメータを変

化させたところで，どのような意味次元が判断に関連していたかに関する

解釈が大きくは変化しない可能性を示している．

本稿の結果を解釈する際にはいくつか注意すべき点が存在する．1つめ

に，本稿では正則化パラメータの変化に伴って一般単語と wの意味空間上

での類似度が変化する様子を順位相関係数で定量化しているがこれは唯一

の定量化方法ではない．本稿が順位相関係数を用いたのは，判断次元を解

釈する際に一般単語と重みパラメータ w との類似度の順位を定性的に確

認する先行研究の手法を前提としているためである．順位ではなく重みパ
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ラメータ w と各単語の意味空間上での類似度それ自体に関心がある場合

には，別の定量化による評価が適切である．2つめに，リッジ回帰で推定

される回帰係数は不偏推定量ではないため，wの意味空間上での位置を正

確に推定することはできない．この事実は，本稿の内容にとどまらず，先

行研究で提案された解釈手法の妥当性を評価する上で改めて考慮すべきで

あると考えられる．3つめに，本稿や先行研究ではあくまで予測モデルと

してリッジ回帰を用いており，人間が実際にどのようなプロセスで判断を

下すかをモデル上に反映していない点も考慮する必要がある．本稿で用い

たモデルは，300 の意味次元のそれぞれに対する重みづけを決定するが，

それぞれの意味次元を人間が行うように重みづけするわけではない．例え

ば，実際の人間が判断を下す際には特定の意味次元群を最初に考慮する可

能性も考えられるが，本稿の回帰モデルはそのような心理プロセスを考慮

しない．4つめに，本稿のモデルは各職業に対して人々が下した判断の平

均を予測するモデルであるため，個々人が各職業に対してどのような意味

づけを行って判断したかは明らかにしない．実際には個人によって看護師

がどのような職業かに関する意味づけは大きく異なる可能性がある．例え

ば，看護師が知り合いにいるか否かで「看護師」という単語からある人が

何を心的に思い浮かべるかは異なるだろう．それゆえ，本稿のアプローチ

は個人が職業をどのように意味づけるかを十分に明らかにするものではな

い．最後に 5 つめとして，一般単語と w の意味空間上での類似度を利用

して判断の心理次元を解釈する方法を，どのように応用するかを議論しな

い限り，正則化パラメータの実際的（実用的）な影響は当然ながら明らか

ではないという限界も挙げられる．

以上の限界の一部は，大規模テクストデータから得られる 300次元の単

語ベクトルを用いる予測モデルではなく，解釈可能な少数の意味次元を個

人ごとに測定して実際の人間心理を説明することに重きを置いたモデルを

構築すれば，解決できるかもしれない．しかしながら，人々が下す判断を
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予測する上では，本稿のように数百次元の単語ベクトルを説明変数に用い

ることに利点がある．近年の心理学方法論ではこれまでの心理学の研究が

心理現象の説明あるいは理解に偏ってきたことの問題点と予測の重要性が

指摘されている（Rocca & Yarkoni, 2021）．現象の理解を重視する研究の課

題としては，そのような研究は単純で表現力の低いモデルを用いる傾向が

あるが，人間が直感的に理解できるモデルで近似できるほど心理現象が

単純である保証はないことが挙げられる（Yarkoni & Westfall, 2017）（社会

学においても社会現象に関して同様の議論がなされている：Watts, 2014）．

社会科学一般を対象とした方法論に関する研究においても，社会科学では

基本的に線形モデルの使用が前提とされやすいことと，現象の複雑さに対

してモデルが単純であることは誤った結論を導く可能性が議論されている

（Vowels, 2023）．一方で，人々の現在の行動を理解するだけでなく，予測

できることは，予防的な政策介入にもつながりうる点で重要である（例え

ば Salganik et al., 2020）．これらを踏まえると，直感的な解釈のしやすさよ

りも予測を重視することはある程度妥当であると考えられる．

幸い，予測を重視することで理解を重視した心理学的知見を必ずしも

諦める必要はない．予測重視のアプローチと理解重視のアプローチの対

照的な点（Breiman, 2001）への注目に加えて，近年は予測と理解の相補性

（Hofman et al., 2021）も議論されている（共通する問題点も議論されてい

る：Hullman et al., 2022）．実際の経験的研究においても，例えば（本来は

心理学的な解釈が困難である）ニューラルネットワークを用いて予測力

を重視しつつ，心理学・認知科学的理解も得ようとする研究がなされてい

る（Agrawal et al., 2020; Miller et al., 2023; Peterson et al., 2021）．これらの研

究は，人々の行動の予測モデルの構築を通じて理解に迫ることが可能であ

り，かつ有益である可能性も示している．例えば本稿では予測モデルを用

いつつ，一般単語と wの意味空間上での類似度の分析から判断の心理的次

元を解釈したが，このような解釈をもとにこれまで議論されていなかった
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分配に関する価値規準を理解することで予測と理解の両立が可能かもしれ

ない．

結論
本稿では職業という日常的概念を対象にした分配判断の予測を単語埋

め込みを利用して行った．それと同時に，判断に伴う意味次元の解釈を行

い，正則化パラメータの影響を探索した．様々な限界があるものの，本稿

では予測を重視した心理学研究の実践の一例を示した（もしこれを心理学

研究と呼ぶなら）．本稿では単語の定量化に word2vecという古典的技術を

用いたが，自然言語処理は近年急速な進展を遂げている．それに応じて，

心理学において予測を重視するアプローチは今後さらに発展すると考えら

れる．心理学は再現可能性危機（Open Science Collaboration, 2015）を経験

し，その後も一般化可能性危機（Yarkoni, 2022）を含む様々な方法論的変革

（平石 &中村，2022）の下にある．近年の大規模言語モデル（Brown et al.,

2020）の発展で生まれつつある科学研究の新しい潮流は，予測を重視する

アプローチに限らない更なる機会を心理学研究にもたらすと考えられる．
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補足

要旨の校正に OpenAIの GPT-4を用いた．
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